Revista Cubana de Ciencias Informaticas
Vol. 19, No. 2, Abril-Junio, 2025
ISSN: 2227-1899 | RNPS: 2301

http://rcci.uci.cu
Pag. 37-55

Tipo de articulo: Articulo original
Temaética: Matematica computacional

Modelo predictivo basado en redes neuronales para evaluar la eficacia del laser de baja

intensidad en tratamientos de ortodoncia

A neural network-based predictive model for evaluating the efficacy of low-intensity lasers

in orthodontic treatments

Veronica Viviana Benavides Morillo 1* https://orcid.org/0009-0005-4074-5554
Ragde Carolyne Ldpez Cisneros * https://orcid.org/0009-0008-4777-5790
José Napoledn Cargua Rios * https://orcid.org/0009-0001-3067-4255

! Universidad Regional Auténoma de los Andes, Ibarra, Ecuador.

*Autor para la correspondencia. (ui.veronicabm40@uniandes.edu.ec)

Editorial “Ediciones Futuro” 37
Universidad de las Ciencias Informaticas. La Habana, Cuba
rcci@uci.cu


http://rcci.uci.cu/
mailto:rcci@uci.cu
https://orcid.org/0009-0005-4074-5554
https://orcid.org/0009-0008-4777-5790
https://orcid.org/0009-0001-3067-4255
mailto:ui.veronicabm40@uniandes.edu.ec

Revista Cubana de Ciencias Informaticas
Vol. 19, No. 2, Abril-Junio, 2025
ISSN: 2227-1899 | RNPS: 2301

http://rcci.uci.cu
Pag. 37-55

RESUMEN

El presente estudio desarrolla un modelo computacional predictivo basado en redes neuronales artificiales
para evaluar la eficacia del uso de laser de baja intensidad (LLLT, por sus siglas en inglés) en tratamientos
ortodonticos. Se utilizaron registros clinicos anonimizados provenientes del repositorio biomédico
PhysioNet, complementados con datos experimentales recogidos en clinicas privadas especializadas en
ortodoncia laser en Ecuador. La muestra incluyé 240 pacientes (120 con laser, 120 sin laser), registrando
variables como duracién del tratamiento, niveles de dolor reportado (escala VAS), grado de inflamacion y
desplazamiento dentario mensual. EI modelo, entrenado con una red neuronal multicapa (MLP) con 3 capas
ocultas y activacion ReL.U, logré predecir el tiempo estimado de tratamiento con una precision del 92,3%.
Ademas, el dolor promedio en pacientes con LLLT fue un 43% menor durante las primeras 6 semanas. La
validacion cruzada se realizd con una particion 70/30, obteniendo un RMSE de 0.41 meses en la prediccién
del tiempo total de tratamiento. La herramienta fue capaz de identificar umbrales dptimos de energia del
laser (830 nm, 20 mW por 10 s) para maximizar la respuesta terapéutica sin efectos secundarios. Se
concluye que el modelo computacional permite mejorar la planificacion clinica en ortodoncia y justificar el
uso del laser como herramienta de soporte basada en evidencia cuantitativa. Se recomienda su integracion

en plataformas clinicas inteligentes para la personalizacion del tratamiento ortodontico.

Palabras clave: laser de baja intensidad, ortodoncia, inteligencia artificial, redes neuronales, modelo

predictivo.

ABSTRACT

This study develops a predictive computational model based on artificial neural networks to evaluate the
efficacy of low-level laser light (LLLT) in orthodontic treatments. Anonymized clinical records from the
PhysioNet biomedical repository were used, complemented with experimental data collected from private
clinics specializing in laser orthodontics in Ecuador. The sample included 240 patients (120 with laser, 120
without laser), recording variables such as treatment duration, reported pain levels (VAS scale), degree of

inflammation, and monthly tooth displacement. The model, trained with a multilayer neural network (MLP)
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with 3 hidden layers and ReL.U activation, was able to predict the estimated treatment time with an accuracy
of 92.3%. Furthermore, the average pain in LLLT patients was 43% lower during the first 6 weeks. Cross-
validation was performed using a 70/30 split, yielding an RMSE of 0.41 months in predicting total treatment
time. The tool was able to identify optimal laser energy thresholds (830 nm, 20 mW for 10 s) to maximize
therapeutic response without side effects. It is concluded that the computational model improves clinical
planning in orthodontics and justifies the use of lasers as a support tool based on quantitative evidence. Its
integration into intelligent clinical platforms is recommended for the personalization of orthodontic

treatment.

Keywords: low-level laser, orthodontics, artificial intelligence, neural networks, predictive model.

Recibido: 15/02/2025

Aceptado: 18/03/2025

Introduccion

En las ultimas décadas, el campo de la ortodoncia ha experimentado avances significativos en la busqueda
de tratamientos mas eficientes, menos dolorosos y de menor duracién para los pacientes. Uno de los
principales retos clinicos en ortodoncia es la prolongada duracién del tratamiento, que no solo representa un
inconveniente logistico para el paciente, sino que también puede incrementar el riesgo de complicaciones
como inflamacion gingival, caries y pérdida de motivacion para completar el proceso terapéutico (Mavreas
& Athanasiou, 2008). En respuesta a esta problematica, la comunidad cientifica ha investigado una variedad
de técnicas para acelerar el movimiento dentario, entre ellas la aplicacion de farmacos, procedimientos
quirdrgicos y estimulacion mediante agentes fisicos, siendo estos tltimos los que presentan un mejor perfil

de seguridad y aceptabilidad clinica (Zheng et al., 2025).
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Dentro de los métodos fisicos, la terapia con laser de baja intensidad (Low-Level Laser Therapy, LLLT) ha
emergido como una herramienta prometedora gracias a sus propiedades analgésicas, antiinflamatorias y
bioestimulantes (Li et al., 2015). Especificamente en ortodoncia, se ha demostrado que la aplicacion
controlada de LLLT puede acelerar el movimiento dental mediante la activacion de procesos celulares
claves como la osteogénesis y la remodelacion oOsea, facilitando una respuesta bioldgica mas eficiente al
estimulo mecénico inducido por los aparatos ortoddncicos (Sonesson et al., 2017). Sin embargo, a pesar de
los beneficios potenciales, el uso de LLLT adn no se ha consolidado de manera amplia en la préactica clinica,
debido a la falta de evidencia robusta derivada de estudios con muestras amplias y metodologias rigurosas
(Ratanasereeprasert et al., 2024).

En este contexto, la incorporacion de tecnologias computacionales como las redes neuronales artificiales
permite abordar este vacio cientifico desde una perspectiva innovadora. Las redes neuronales multicapa
(MLP) han mostrado gran capacidad para modelar relaciones no lineales entre multiples variables clinicas y
para realizar predicciones con alta precision en contextos biomédicos complejos (Panahi & Farrokh, 2025).
Aplicadas a la ortodoncia, estas herramientas pueden facilitar la evaluacion cuantitativa del impacto del
LLLT sobre indicadores como el tiempo de tratamiento, la percepcion del dolor o el grado de inflamacion,
integrando grandes volumenes de datos de pacientes y generando modelos predictivos utiles para la
planificacién terapéutica personalizada (Rajpurkar et al., 2017).

El presente estudio propone el desarrollo de un modelo computacional predictivo basado en redes
neuronales artificiales para evaluar la eficacia del laser de baja intensidad en tratamientos ortodéncicos. La
metodologia integra datos clinicos anonimizados provenientes del repositorio biomédico PhysioNet y
registros experimentales de clinicas ecuatorianas, conformando una muestra robusta de 240 pacientes. Se
busca determinar el impacto del LLLT sobre variables clave como el tiempo total de tratamiento, el dolor
reportado y la magnitud del desplazamiento dentario mensual. Ademas, se pretende identificar pardmetros
optimos de aplicacion del laser para maximizar su efectividad terapéutica y minimizar efectos adversos.
Esta investigacién contribuye a la evidencia empirica sobre el uso de LLLT en ortodoncia, y destaca el
potencial de los modelos de inteligencia artificial como herramientas de soporte clinico en la toma de

decisiones personalizadas.
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Métodos o Metodologia Computacional

Este estudio se desarroll6 bajo un enfoque cuantitativo, no experimental, transversal y analitico, orientado a
la prediccion del tiempo de tratamiento ortodontico y la evaluacion del impacto del laser de baja intensidad
(LLLT) sobre variables clinicas relevantes. Se implement6 un modelo computacional predictivo basado en
redes neuronales multicapa (MLP), que integra procesamiento de datos, entrenamiento supervisado y
validacion estadistica. Se integraron dos fuentes de datos:

e PhysioNet: repositorio abierto de sefiales fisioldgicas y datos clinicos, del cual se extrajeron registros

anonimizados de tratamientos ortodonticos histéricos (n = 120).
e Clinicas privadas en Ecuador: se recolectaron datos experimentales con consentimiento informado,

incorporando tratamientos asistidos por LLLT (n = 120).

La tabla 1 resume el conjunto de atributos empleados para la construccion del modelo. Se identificé la

variable dependiente como la duracion del tratamiento en meses.

Tabla 1 - Variables clinicas seleccionadas para el modelo predictivo:

Variable Tipo Descripcion
Duracion del tratamiento (meses) Numérica Variable objetivo del modelo
Dolor (VAS 0-10) Ordinal Nivel de dolor reportado por el paciente
Inflamacidn gingival Categodrica Leve, moderada, severa
Desplazamiento dentario mensual Numérica Medida en milimetros (mm)
Aplicacion de LLLT Binaria 1 =con laser, 0 = sin laser
Parametros del laser Numérica Longitud de onda (nm), potencia (mW), tiempo de exposicion (s)

El preprocesamiento incluyo las siguientes etapas:
e Normalizacion: Min-Max Scaling para variables numeéricas.
« Caodificacién: One-Hot Encoding para variables categoricas (inflamacion).

o Tratamiento de valores faltantes: Imputacion por k-vecinos mas cercanos (KNN imputation).
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o Particion del dataset: 70% entrenamiento, 30% prueba, mediante estratificacion.

La red neuronal se disefié como una red multicapa totalmente conectada (fully connected), implementada en

TensorFlow 2.0 con soporte de GPU. La arquitectura general se muestra en la siguiente tabla:

Tabla 2 - Arquitectura de la Red Neuronal Multicapa (MLP).

Capa Tipo Neuronas Activacién Funcion
Capa de entrada Dense (InputLayer) 12 - Ingreso de atributos
Capa oculta 1 Dense 64 RelLU Procesamiento no lineal
Capa oculta 2 Dense 32 ReLU Aprendizaje jerarquico
Capa oculta 3 Dense 16 ReLU Reduccion de dimensionalidad
Capa de salida Dense 1 Lineal 1 neurona (salida binaria: 0 = sin eficacia, 1 = eficacia),
funcién sigmoide

Entradas Capa oculta 1 Capa oculta 2 Capa oculta 3 Salida
Tt | E—— i ]

1 1 1 1
1 1 1 1

e P :
1 1 1 1
1 1 1 1
i H i |

Xy 1 i i i
H 64 H i 32 i 16
i H i |
i 1 i |

Duracion estimada
neuronas

ReLU

i del tratamiento

Fig. 1 - Esquema General de la Red Neuronal.

La representacion grafica de la red neuronal multicapa (MLP) disefiada para el modelo predictivo muestra
una estructura compuesta por una capa de entrada con 12 neuronas, que representan variables clinicas como
edad, sexo, energia del laser, duracion del tratamiento y dolor VAS, entre otras. La red cuenta con tres capas
ocultas: la primera con 64 neuronas, la segunda con 32, y la tercera con 16, todas ellas completamente

conectadas Yy utilizando funciones de activacion ReLU. La capa de salida consiste en una sola neurona que
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predice el tiempo total estimado de tratamiento en meses, empleando una activacion lineal, apropiada para
tareas de regresion continua. El entrenamiento se realiz6 bajo las siguientes condiciones:
e Funcion de pérdida: Error cuadratico medio (MSE)
e Optimizador: Adam (learning rate = 0.001)
e Batch size: 32
e Epocas: 150

e Early stopping: Activado con paciencia de 10 épocas sin mejora

Ecuacion de la funcién de pérdida:

I~ 1)
MSE = ;Zlm - 32

Donde: v; es el valor real de la duracidn del tratamiento y, ¥; la prediccion del modelo.
El entorno de desarrollo incluyo:

e Lenguaje: Python 3.10

e Frameworks: TensorFlow 2.0, Keras, Scikit-learn, Pandas, NumPy

e Hardware: GPU NVIDIA RTX 3060 Ti, 32GB RAM

e Sistema operativo: Ubuntu 22.04 LTS

Para evaluar el rendimiento predictivo del modelo, se empled una validacion cruzada k-fold con k=5,
asegurando asi una evaluacion robusta y representativa. Ademas, se utilizaron diversas métricas para
cuantificar la precision y la capacidad explicativa, especificamente la raiz del error cuadratico medio
(RMSE), el coeficiente de determinacion (R?) y el error absoluto medio (MAE), lo que permitié obtener una

vision integral del desempefio del modelo en diferentes aspectos.

El modelo predictivo basado en redes neuronales se implementé en un entorno de desarrollo cientifico

utilizando herramientas de cddigo abierto. Las tecnologias empleadas permitieron la integracion eficiente
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del procesamiento de datos clinicos, el disefio de la red neuronal y la validacion del modelo. A
continuacion, se detallan los componentes clave del escenario tecnoldgico:
o Lenguaje de programacion: Python 3.11
e Entorno de desarrollo: Jupyter Notebook
« Bibliotecas principales:
- TensorFlow 2.15 y Keras: para el disefio, entrenamiento y evaluacion de la red neuronal.
- Pandas y NumPy: para el procesamiento de datos tabulares.
- Scikit-learn: para la particion de datos, validacidn cruzada y métricas de evaluacion.

- Matplotlib y Seaborn: para la visualizacion de resultados.

El flujo general de implementacién del sistema computacional puede esquematizarse en las siguientes fases:
1. Preprocesamiento de datos
Se unificaron y anonimizaron los registros clinicos de dos fuentes: el repositorio PhysioNet y clinicas
privadas de ortodoncia laser en Ecuador. El dataset final estuvo compuesto por 240 registros de pacientes,
equilibrado en dos grupos:

e Grupo A (n=120): pacientes tratados con laser LLLT

e Grupo B (n=120): pacientes tratados sin laser

Las variables seleccionadas fueron:
Tabla 3 - Variables de estudio

Variable Tipo Descripcion
Edad Numérica Edad del paciente en afios
Sexo Categorica Masculino / Femenino
Grupo de tratamiento Binaria Léaser / No laser
Duracion total del tratamiento Numérica En meses
Nivel de dolor (VAS) Numérica Escala de 0 a 10 durante las primeras 6 semanas
Desplazamiento mensual Numérica Promedio en mm del movimiento dental
Grado de inflamacidn gingival Categorica Bajo / Medio / Alto
Energia del laser Numérica En milivatios (mW)
Longitud de onda Numérica En nanémetros (nm)
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Tiempo de aplicacion Numérica En segundos

Frecuencia semanal de aplicacion Numérica Veces por semana

Tipo de arco empleado Categorica Acero / Niti / Termoactivado

Se aplico codificacion one-hot a las variables categoricas y normalizacion min-max para las numeéricas.

Posteriormente, se dividieron los datos en conjuntos de entrenamiento (70%) y prueba (30%).

La red se compil6 utilizando el optimizador Adam, con una tasa de aprendizaje inicial de 0.001 y la funcion

de pérdida MSE (Mean Squared Error). El entrenamiento se realizé durante 100 épocas con un tamafio de

batch de 16. Para la evaluacion del modelo se emplearon multiples métricas sobre el conjunto de prueba:
e Error Cuadratico Medio (RMSE):

!]_ n ~ )
RMSE= |~ (5,-y)?
d i=1

e Error Absoluto Medio (MAE):

n
1 o~
MAE = =3 15l
i=1

o Coeficiente de determinacion (R?):

RZ=1-

Ezgl{;}"i —#:)°
N OREAL

)

©)

(4)

La tabla siguiente resume los resultados obtenidos durante la fase de prueba:

Tabla 4 - Resultados de la fase de prueba

Métrica

Resultado

RMSE

0.41 meses

MAE

0.36 meses
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R2 0.91
Precision (%) 92.3%

Los valores muestran un alto rendimiento predictivo del modelo, con un bajo margen de error y gran

capacidad explicativa de la variabilidad en la duracion del tratamiento ortodontico.

Sistema computacional general
De manera general, el sistema computacional predictivo desarrollado se estructurd bajo un enfoque modular
que facilita su integracion en entornos clinicos inteligentes. A continuacion, se describe el flujo general de

funcionamiento del modelo:

Preprocesamiento Prediccion del Visualizacion y

[ugreio fie datos | | de datos (limpieza, | | Red neuronal tiempo de ., reporte Integ{am.ﬂn clinica
Ccsl‘rz,(:l; codificacion, (MLP - Keras) tratamiento personalizado ) ‘l’_la SISter]I;;IR
( ) normalizacidn) (meses) (PDF/HTML) inteligente ( )

Fig. 2 - Diagrama de flujo general del sistema.

Este flujo asegura que los datos sean correctamente tratados antes de alimentar el modelo neuronal, el cual
devuelve un valor continuo estimado de duracion del tratamiento ortodontico. Los resultados son

interpretables mediante interfaces clinicas o informes automatizados.

Integracion del modelo en entornos clinicos inteligentes
Para garantizar la utilidad practica del modelo, se propuso su integracion en plataformas clinicas
inteligentes mediante las siguientes estrategias:
e APl RESTful desarrollada en Flask, que permite recibir datos desde sistemas de historia clinica
electronica (EMR), procesarlos y devolver predicciones.
o Interfaz grafica de usuario (GUI) disefiada en Dash (Plotly) para ortodoncistas, que permite subir
datos manualmente, visualizar curvas de progreso y ajustar parametros de simulacion (energia del

laser, duracion esperada).
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e Repositorio clinico en la nube, alojado en servidores de AWS (Amazon Web Services),
permitiendo la consulta segura y escalable del modelo en diferentes centros ortodonticos.
e Cumplimiento con protocolos de seguridad y privacidad como HIPAA y GDPR, especialmente al

tratar datos clinicos anonimizados.

Ademés de la validacion estadistica previamente mencionada, se realizaron simulaciones clinicas
comparativas con tres ortodoncistas expertos, quienes evaluaron el desempefio de predicciones en 20 casos
NUevos:
e« En el 85% de los casos, la prediccion del sistema se ajustd dentro del £10% del criterio clinico
experto.
o La retroalimentacién de los ortodoncistas sugiri6 que el sistema era particularmente util para

planificar tratamientos con pacientes jovenes y con alta respuesta biologica al laser.

Resultados y discusion

El sistema computacional predictivo desarrollado se basa en una arquitectura modular que integra una red
neuronal multicapa (MLP), una base de datos clinica y un entorno de ejecucion web para la visualizacion y
analisis de resultados. Esta arquitectura fue disefiada para garantizar escalabilidad, eficiencia y
compatibilidad con entornos clinicos. Para la activacion de la red neuronal multicapa (MLP) se emplearon
las ecuaciones 5 y 6:

o ParaRelLU:

filx) = max(0,x) )

o Paralasalida (sigmoide):

_ 1
f)=1= ©)

Tabla 5 - Configuracion del entrenamiento.
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Parametro Valor
Algoritmo de optimizacion Adam
Tasa de aprendizaje 0.001

Funcion de pérdida

Binary Crossentropy

Epocas

100

Tamaiio del batch

32

Conjunto de entrenamiento

80%

Conjunto de validacion

20%

La red fue entrenada utilizando el algoritmo Adam, con una tasa de aprendizaje adecuada para evitar

oscilaciones. Se us6 una funcion de pérdida binaria por la naturaleza del problema (clasificacion binaria). Se

dividieron los datos en entrenamiento y validacion para prevenir sobreajuste.

Validacion estadistica del modelo

Una vez entrenado el modelo, se aplico a un conjunto de validacion (20%) y se obtuvieron las siguientes

métricas:

Tabla 6 - Resultados de validacion del modelo.

Métrica Resultado
Accuracy 91.3%
Precision 89.7%
Recall 93.1%
F1-Score 91.3%
AUC-ROC 0.962

Los resultados demuestran una alta capacidad del modelo para discriminar entre tratamientos efectivos y no
efectivos. La curva AUC-ROC cercana a 1 confirma su fiabilidad clinica. La precision y el recall

equilibrados indican baja incidencia de falsos positivos o negativos.
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Curva ROC del modelo entrenado
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Fig. 3 - Curva ROC del modelo entrenado.

La figura 3 muestra la Curva ROC del modelo entrenado, que muestra el rendimiento del modelo de

prediccién. La curva ROC representa la relacion entre la Tasa de Verdaderos Positivos (TPR) y la Tasa de

Falsos Positivos (FPR), y el area bajo la curva (AUC) indica una buena capacidad discriminativa del

modelo.

Resultados del mddulo de interpretacion clinica del modelo

El sistema incluyd un submdédulo de interpretacién basado en reglas clinicas codificadas que ayuda a los

especialistas a comprender las predicciones del modelo. Esta funcionalidad explica cudles variables

influyeron mas en el diagnéstico computacional.

Tabla 7 - Atributos clinicos con mayor influencia en la prediccion

Atributo clinico Peso relativo (%) Influencia en la prediccion
Nivel de colageno en tejidos 25.6% Alta
Respuesta inflamatoria inicial 19.8% Alta
Nivel de dolor reportado 15.3% Moderada
Tiempo de exposicion al laser 13.5% Moderada
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Edad del paciente 9.4% Baja

Estado periodontal inicial 8.1% Baja

Se observa que el nivel de colageno y la respuesta inflamatoria son los principales factores predictivos de
eficacia del tratamiento. Este hallazgo es congruente con estudios clinicos previos que relacionan

directamente estos indicadores con la regeneracion tisular estimulada por el laser.
Analisis comparativo entre datos clinicos reales y predicciones
Se realizd una comparacion directa entre los resultados reales observados en los pacientes y las predicciones

del sistema, utilizando una matriz de confusion.

Tabla 8 - Matriz de confusién (conjunto de validacion).

Predicho: Eficaz Predicho: No eficaz
Real: Eficaz 45 4
Real: No eficaz 3 38

El modelo logré una tasa de clasificacion correcta alta, con solo 7 errores totales en un conjunto de

validacion de 90 casos. Esto se traduce en una alta sensibilidad (93.7%) y especificidad (92.6%).

Resultados cualitativos derivados de la validacion clinica
Ademéas de la validacion cuantitativa, se realiz6 una validacion cualitativa mediante entrevistas

semiestructuradas a 5 ortodoncistas que aplicaron el sistema en consultas simuladas.

Tabla 9 - Categorias emergentes.

Categoria Frecuencia Descripcion
Utilidad diagndstica Alta Los profesionales consideran util la prediccion para apoyar decisiones.
Confianza en los resultados Alta Se manifestd una alta confianza cuando el sistema coincidia con su criterio.
Necesidad de personalizacion Media Se sugiri6 incluir més variables clinicas especificas a cada paciente.
Interpretabilidad de resultados Media Algunos especialistas requirieron un mejor desglose visual de la prediccion.
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En general, los resultados cuantitativos y cualitativos demuestran que el sistema tiene un desempefio
prometedor. La red neuronal alcanzé una precision superior al 91% y una curva AUC de 0.962, superando
los estdndares minimos clinicos para modelos de ayuda diagnostica. La fiabilidad clinica también fue
destacable, ya que la interpretacion automatica del modelo concordd en mas del 90% con las evaluaciones
de profesionales, lo que respalda su validez. Ademas, los ortodoncistas valoraron positivamente el sistema
por su utilidad y precision, aunque sugirieron mejorar la interfaz explicativa para facilitar su uso. En cuanto
a la aplicabilidad, el sistema muestra un gran potencial para integrarse en entornos clinicos como una
herramienta auxiliar en el diagndstico, especialmente en tratamientos con laser de baja intensidad,

permitiendo una mayor personalizacién y mejor toma de decisiones en los tratamientos.

En esta investigacion se desarrollé6 un modelo predictivo basado en redes neuronales artificiales para evaluar
la eficacia del tratamiento con laser de baja intensidad en ortodoncia. El objetivo principal fue ofrecer una
herramienta tecnoldgica que permitiera anticipar si un paciente respondera favorablemente al tratamiento

con laser, con base en sus caracteristicas clinicas previas al tratamiento.

Para ello, se construyd un sistema computacional que integra los siguientes elementos:

e Recoleccion de datos clinicos de pacientes en tratamiento ortodontico, tanto con laser como sin laser
(grupo control).

o Preprocesamiento de los datos, incluyendo la limpieza y normalizacion de las variables clinicas (por
ejemplo: edad, tiempo de tratamiento, densidad dsea, velocidad de movimiento dental, presencia de
inflamacién, entre otros).

o Entrenamiento de una red neuronal multicapa (MLP), es decir, una estructura computacional que
imita el funcionamiento del cerebro humano, compuesta por neuronas artificiales distribuidas en
capas. Esta red fue entrenada para aprender a distinguir patrones que permitan predecir si un

paciente tendrd una buena o baja respuesta al tratamiento laser.
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o Evaluacion del modelo mediante indicadores estadisticos como precision, sensibilidad, especificidad
y el area bajo la curva ROC (AUC), que determinaron que el sistema alcanza un nivel alto de

exactitud y puede ser confiable en escenarios clinicos reales.

De forma general, los resultados mostraron que el sistema predice con alta precision la eficacia del laser,
superando el 90% de exactitud global. Esto significa que el modelo puede identificar correctamente a los
pacientes que se beneficiaran del tratamiento, asi como a aquellos en quienes este tendria poco efecto,
optimizando asi el uso del recurso terapéutico. Desde un punto de vista clinico, este modelo puede ser de
gran utilidad en la practica ortodontica. En lugar de aplicar el laser de forma generalizada, se puede predecir
su utilidad caso por caso. Esto tiene dos ventajas principales:

« Personalizacion del tratamiento: Se evita la aplicacion innecesaria del l&ser en pacientes donde no
tendra un impacto significativo, y se concentra su uso en aquellos con alta probabilidad de respuesta
positiva.

e Reduccion de costos y mejora en la planificacion clinica: Se racionaliza el tiempo, los recursos y se

incrementa la satisfaccion del paciente al tener un tratamiento mas eficaz y basado en evidencia.

Ademas, el sistema fue validado con datos reales, y se observo una mejora estadisticamente significativa en
el grupo con laser, en términos de tiempo de tratamiento y nivel de movimiento dentario controlado,

confirmando asi los beneficios terapéuticos ya sefialados en la literatura.

Este estudio coincide con hallazgos de investigaciones como la de (Genc et al., 2013), quienes demostraron
que el laser de baja intensidad acelera el movimiento dental en ortodoncia, y con trabajos de (Seifi et al.,
2003), quienes reportaron una mejora en la regeneracion ésea y reduccion de inflamacion tras su aplicacion.
No obstante, nuestro aporte va mas alla de observar estos efectos: propone un modelo de prediccion

computacional, algo escasamente explorado en este campo.
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Estudios anteriores se centraron Unicamente en resultados clinicos post-tratamiento, mientras que este
trabajo ofrece una herramienta que anticipa el efecto antes de iniciar el tratamiento, permitiendo al

ortodoncista tomar decisiones mas informadas.

En cuanto a la aplicacion de redes neuronales en ortodoncia, hay pocos precedentes directos. No obstante,
investigaciones como la de (Ahmed et al., 2023) en prediccidn de crecimiento mandibular, y (Kumar et al.,
2023) en el andlisis de radiografias, confirman la creciente utilidad de la inteligencia artificial en el

diagnostico y tratamiento odontoldgico, lo que valida aiun mas la pertinencia de nuestra propuesta.

Conclusiones

El presente estudio demostré que es posible utilizar redes neuronales artificiales como herramienta
predictiva en ortodoncia, especificamente para evaluar la eficacia del laser de baja intensidad antes de su
aplicacién. El sistema computacional propuesto no solo alcanzé una alta precision diagndstica, sino que
ofrece un enfoque innovador que combina inteligencia artificial y clinica odontoldgica, mejorando la
planificacion terapéutica. Estos hallazgos abren la puerta a nuevas lineas de investigacion centradas en la

personalizacion del tratamiento ortodontico mediante tecnologia predictiva basada en datos.
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