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RESUMEN

La predicción del consumo en el horario de máxima demanda contribuye a mejorar la gestión energética. Se presentan dos 
modelos de pronóstico del consumo pico y del total diario para la Sede “Carlos Rafael Rodríguez” de la Universidad de 
Cienfuegos. Los modelos desarrollados son de regresión lineal múltiple y uno no lineal, basado en una red neuronal artificial 
(RNA). Se procesaron los datos provenientes de los metros contadores y se clasificaron los días en aquellos de poca activi-
dad y los de actividad normal. Los resultados muestran buena correspondencia entre las salidas del modelo y las medicio-
nes reales, lo que demuestra la calidad, evaluada a partir de medidas de precisión como el coeficiente de correlación R2 y 
el porcentaje de error absoluto medio (MAPE). Se demuestra que el modelo no lineal es superior y que se puede emplear en 
la gestión energética de la Universidad para estimar la estructura de consumo del pico con anticipación.

Palabras clave: Pronóstico de consumo, modelos de regresión lineal múltiple, redes neuronales artificiales, modelos de 
pronóstico, consumo pico, consumo de energía.

ABSTRACT

The peak load forecasting contributes to improve energy management. In this paper, two forecast models of peak consump-
tion and the total daily are presented for Campus “Carlos Rafael Rodríguez” of the University of Cienfuegos. The developed 
models are of multiple linear regression and one of non-linear type. Non-linear model is based on an artificial neural network 
(ANN). The data from the readings of meters were processed and the days were classified in days of low activity and days of 
normal activity. The results obtained show good correlation between the model outputs and measurements. It shows model 
quality evaluated from the correlation coefficient R2 and the medium absolute percentage error (MAPE). It is shown that the 
non-linear model is better than linear one and it can be used for energy management system at University of Cienfuegos to 
estimate with anticipation the peak load.

Keywords: Energy forecasting, multiple lineal regression models, artificial neural network, forecasting models, peak 
load, energy consumption.
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INTRODUCCIÓN

El pronóstico de consumo y demanda es un tema que 
ha sido ampliamente abordado en la literatura y continúa 
investigándose por la importancia en la operación de las 
redes y sistemas de potencia.

Para los sistemas de potencia, el pronóstico de la deman-
da máxima permite la toma de decisiones como la pro-
gramación de la capacidad de generación, gestión del 
combustible, evaluaciones de seguridad y planificación 
de consumos y transacciones energéticas. 

En los sistemas de potencia, bajo la concepción de redes 
eléctricas inteligentes, el volumen de información dispo-
nible debido a la gran cantidad de mediciones en varios 
puntos de la red, se ha incrementado y el pronóstico de 
la demanda está ganando mayor interés (Hernández, 
Baladrón, Aguiar, Carro, Sánchez-Esguevillas, Lloret & 
Massana, 2014).

Las técnicas de pronóstico se clasifican de acuerdo al 
horizonte de tiempo y al objetivo. La primera clasificación 
comprende: pronóstico de carga de muy corto tiempo 
(very short-term load forecasting (VSTLF); pronóstico de 
carga de corto tiempo (short-term load forecasting (STLF) 
y pronóstico de carga de mediano y largo tiempo (medi-
um-term and long-term load forecasting (MTLF) y (LTLF), 
respectibly. VSTLF se refiere a intervalos de tiempo de se-
gundos, minutos y horas y son generalmente utilizados 
para propósitos de control de flujo. STFL considera desde 
horas hasta semanas y se utiliza para ajustar la gener-
ación a la demanda. MTLF y LTLF se refieren a predic-
ciones de la demanda con meses y años y son general-
mente utilizados para la planificación de las redes. 

La segunda clasificación se basa en la cantidad de datos 
para la predicción de la carga y se divide en dos grupos: 
los que utilizan solo un valor y los que utilizan múltiples 
valores para la predicción de la carga. Un ejemplo del 
primer grupo es el pronóstico de la demanda máxima 
para el próximo día. Otras clasificaciones se basan en las 
herramientas y modelos utilizados, por ejemplo modelos 
de pronóstico lineal y no lineal (Hernández, et al., 2014).

Los métodos lineales tienen limitaciones para capturar las 
no linealidades de las cargas y aunque actualmente se 
continuan utilizando, los modelos no lineales basados en 
redes neuronales artificiales (RNA), son los que mayor-
mente se emplean. Desde hace más de un cuarto de sig-
lo se utilizan exitosamente las redes neuronales para pre-
decir carga y los investigadores han perfeccionado los 
modelos, obteniéndose mayor precisión aunque a costa 
de mayor complejidad.

Algunos investigadores han aplicado el análisis de com-
ponentes principales (PCA) para disminuir las variables 
de entrada y simplificar la arquitectura de las redes 
(Saravanan, Kannan, & Thangaraj, 2012, pp. 365-370), 
han empleado técnicas de minería de datos combina-
da con sistemas de inferencia neurodifusos (Motamedi, 
Zareipour, & Rosehart, 2012) o incluso la combinación de 
RNA con transformada wavelet o con sistemas neurodifu-
sos para aumentar la exactitud (Hooshmand, Amooshahi, 
& Parastegari, 2013). Además, también se ha reportado el 
uso de redes secuenciales: una primera red neuronal para 
pronosticar las variables climatológicas, que serán utiliza-
das como entradas en la segunda red para el pronósti-
co de la demanda (Kulkarni, Simon, & Sundareswaran, 
2013). Un acercamiento reciente a la solución de este tipo 
de problemas es la combinación de modelos individuales 
en un solo modelo (Xiao, Wang, Hou, & Wu, 2015); sin 
embargo, necesitan preselección de datos para eliminar 
interferencia entre ellos. También se han empleado otros 
métodos para seleccionar las entradas de las ANN us-
ando coeficientes de correlación y distancia euclidiana 
(Ghofrani, Ghayekhloo, Arabali, & Ghayekhloo, 2015 ). 

Un aspecto distintivo de los métodos de pronóstico es 
la consideración de la influencia de las variables clima-
tológicas sobre el comportamiento de la carga. Aunque 
existe influencia del clima en la demanda de potencia 
(Honga, Wang & White, 2015; Ortiz Beviá, Ruiz de Elvira & 
Alvarez García, 2014), algunos investigadores no la con-
sideran y modelan el consumo como series temporales 
exclusivamente (Xiao, et al., 2015; Ghofrani, et al., 2015).

La variable climática que se considera fundamentalmente 
es la temperatura, aunque algunos otros factores como 
la humedad relativa, velocidad del viento, y nubosidad 
pueden ser introducidas en el modelo para mejorar la cal-
idad de la predicción (Hooshmand, et al., 2013; Kulkarn, 
et al., 2013; Honga, et al., 2015; Ortiz, et al., 2014; Badri, 
Ameli & Birjandi, 2012; Berardino & Nwankpa, 2013; 
Bagnasco, Saviozzi, Silvestro, Vinci, Grillo & Zennaro, 
2014). 

Debido a que la demanda de potencia es claramente de-
pendiente del sector (industrial, comercial, residencial, 
administrativo, etc), la influencia de las variables climato-
lógicas pueden ser más relevantes si las cargas de aire 
acondicionado o calefacción son predominantes. Se han 
desarrollado modelos para regiones pequeñas que no 
consideran el clima (Hernández, et al., 2014), pero se re-
conoce que para trabajos futuros debe ser incluido. 

Ahora bien, pronosticar la demanda en edificios públicos 
es un tema que se ha trabajado en menor medida. Para 
los edificios públicos, pronosticar la demanda de potencia 
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es de gran importancia dentro de la gestión energética, 
sobre todo para la actividad de planificación. 

Las instituciones destinadas a la educación y los servi-
cios se consideran parte del sector público, que está con-
formado por las ramas del comercio y de los servicios. 
Este sector consume alrededor del 3% de la energía que 
se consume en Cuba y la tendencia es a crecer debido a 
factores como crecimiento del turismo, recuperación de 
la actividad industrial, recuperación de hospitales e insti-
tuciones de salud, etc. En el caso específico del consumo 
de energía en las instituciones del MES y del MINED, se 
incrementa debido a la introducción sistemática de nuevo 
equipamiento, como computadoras, televisores y siste-
mas de climatización

El consumo de energía eléctrica en instituciones dedica-
das a la educación y los servicios se diferencia, por su 
magnitud, del de las empresas industriales, las que pre-
sentan un valor considerablemente mayor. No obstante, a 
nivel global, el consumo de energía en edificios públicos 
tiene un peso alto en la estructura de consumo.

Para el caso de las universidades e instituciones educa-
cionales, es necesario el estudio y determinación de indi-
cadores confiables en el uso de la energía eléctrica como 
uno de los pasos fundamentales en el establecimiento de 
sistemas de monitoreo y control de la energía. 

Los modelos de consumo que se establecen como línea 
base energética, y que permiten establecer Indicadores 
de Desempeño Energético (EnPIs, por sus siglas en in-
glés) para los sistemas de gestión de la energía, también 
se utilizan, entre otras cosas, para planificar consumos 
en función de planes productivos u otras variables. En 
este sentido constituyen modelos de pronósticos y si se 
emplean con este fin, permiten a la empresa o entidad de 
servicios anticiparse a los sobreconsumos y tomar medi-
das para evitarlos. 

Pronosticar el consumo o la demanda de electricidad 
puede proveer de información aplicable para la evalua-
ción del desempeño energético dentro de la instalación y 
para propósitos de mejora de la eficiencia en el uso de la 
energía, particularmente cuando se consideran sistemas 
de distribución a media y baja tensión, como es el caso 
de un campus universitario. 

Hoy día, las instituciones universitarias son cada vez más 
conscientes de su realidad competitiva y sobre todo de la 
importancia de mantenerse vigentes y actualizadas en el 
nuevo mundo globalizado. Igualmente, son más respon-
sables de su misión en la sociedad, deseando lograr la 
permanencia a través de la calidad formativa, medida a 
través de sus diferentes frentes. Las anteriores situaciones 

llevan, como en cualquier contexto empresarial, a la ra-
cionalización en los gastos de operación con respecto a 
los ingresos que se logran por diferentes conceptos, y 
uno de los gastos a considerar son los energéticos.

Los modelos de pronóstico son también herramientas 
ventajosas desde el punto de vista económico. De he-
cho, pueden aportar información valiosa para detectar 
tempranamente oportunidades y riesgos asociados al 
uso de la energía. La tendencia en el mercado energético 
mundial con paradigmas basados en conceptos de redes 
inteligentes, requiere mejores políticas de gestión de la 
carga y pronósticos más confiables, tanto para usuarios 
individuales como a escala del sistema de potencia. La 
posibilidad de insertar fuentes renovables de energía en 
el sector empresarial y de servicios necesita modelos que 
permitan coordinar las incertidumbres propias de estas 
fuentes con la demanda de la carga. 

Todos estos aspectos anteriormente señalados pueden 
ser considerados también, en mayor o menor magnitud, 
si el ambiente de trabajo es una institución de educación 
superior con su campus universitario, aunque en la liter-
atura científica revisada se reportan pocos trabajos acer-
ca de la predicción de carga en las universidades y su 
empleo en los sistemas de gestión energética. Por ejem-
plo, Fernández desarrolló un modelo para el pronóstico 
a mediano plazo que emplea modelos ARIMA y RNA 
(Fernández, 2007). Se publicó un trabajo de pronósti-
co de carga para una facilidad de media tensión de 
un gran hospital universitario localizado en Roma, Italia 
(Bagnasco, et al., 2014). En esa investigación emplea una 
RNA perceptron multicapas para el modelo, lo que re-
duce el error del pronóstico; pero el método resulta com-
plejo al tener que trabajar con cuatro redes neuronales y 
requerir mucha información. Basado en este trabajo, se 
desarrolló un modelo para la Universidad de Sao Paulo, 
Brasil, con una metodología más simple que puede ser 
integrada a los sistemas de gestión energética (Gómez 
Sarduy, Gregio di Santo & Saidel, 2016)

Precisamente en las universidades existen patrones de 
consumo determinados por el equipamiento existente, 
la cantidad de estudiantes, el número de estudiantes in-
ternos y de ellos cuántos son becarios extranjeros. Otras 
variables que influyen en el consumo son de carácter 
temporal e incluyen épocas de exámenes, vacaciones, 
feriados y otras actividades. Sin embargo, los estudios 
de este tipo realizados hasta el momento en Cuba no se 
enfocan a pronosticar con tiempo suficiente la demanda, 
sino más bien a la búsqueda de indicadores de desem-
peño energético. Como ejemplo se puede mencionar en 
la Universidad de Cienfuegos los estudios de Fernández, 
(2007); González (2015); Ortíz (2016).
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En la Universidad de Cienfuegos, en el Centro de Estudios 
de Energía y Medio Ambiente (CEEMA), se ha generado 
gran parte del arsenal tecnológico para la gestión efi-
ciente de la energía en las universidades y sus sedes. 
También en esta universidad se ha trabajado desde hace 
varios años en el pronóstico de la energía consumida 
mensualmente para su incorporación al sistema de ges-
tión energética.

La Universidad de Cienfuegos es un centro de Educación 
Superior (CES) con dos sedes en la Ciudad de Cienfuegos. 
La sede “Carlos Rafael Rodríguez”, es la sede central 
donde se encuentra el rectorado y además las faculta-
des de Ingeniería, Ciencias Económicas y Empresariales, 
Estudios Socioculturales y Educación Física. Dentro de 
los indicadores de desempeño energético que le miden a 
la institución, se encuentra la estructura de consumo en el 
pico. Esto no es más que el porcentaje que del consumo 
total diario representa el consumo durante el horario de 
máxima demanda del sistema y debe ser igual o menor 
a 16%, según requerimientos de la política trazada por la 
Oficina Nacional de Uso Racional de la Energía (ONURE). 
Cuando es superior, se incumple con este indicador y se 
deben explicar las causas. En esta institución, un análisis 
de la estructura de consumo reveló que, en el año 2016, 
un 60% de los días se superó el 16% del consumo del día 
durante el pico.

Los análisis de incumplimientos en la estructura de con-
sumo establecida por la ONURE tienen un carácter pura-
mente forense. Lo correcto sería poder anticiparse a este 
consumo 24 horas antes y tomar las medidas necesa-
rias para que no suceda. Para hacer esto se necesita un 
modelo de pronóstico confiable que considere variables 
temporales y que tenga en cuenta la historia anterior al 
evento que se quiere predecir. Esto precisamente es el 
centro de esta investigación, cuyo objetivo es establecer 
el pronóstico de consumo para cada horario de la tarifa, 
de manera que se pueda estimar anticipadamente el por-
centaje que representará el consumo pico del total diario 
y en caso de que esta predicción supere el 16% estable-
cido, tomar las medidas pertinentes para no excederse.

DESARROLLO

La obtención de un modelo adecuado para el consumo 
de energía en el periodo de máxima demanda, como 
cualquier otro proceso de modelación, involucra un com-
promiso entre precisión y complejidad. La mayor preci-
sión se obtiene añadiendo complejidad al modelo, mien-
tras que modelos más sencillos generalmente conducen 
a resultados menos precisos. Por esta razón, en esta in-
vestigación se propone explorar el comportamiento de 

modelos lineales y no lineales desarrollados para prede-
cir la energía consumida durante el pico.

De acuerdo a la literatura esta investigación se caracteri-
za por Hernández et al. (2014):

 • Modelos: lineales y no lineales.

 • Area: campus Universidad de Cienfuegos, sede 
central.

 • Horizonte de pronóstico: STLF.

 • Objetivo: varios valores (consumo horario pico y 
consumo resto del dia).

 • Variables: carga electrica con datos temporales.

La metodología comprende tres pasos: recolección de in-
formación, preprocesamiento de los datos y desarrollo de 
los modelos de pronóstico.

Inicialmente, se recogen los datos históricos (paso 1) y 
seguidamente se tratan antes de utilizarlos para la mode-
lación (paso 2). Este tratamiento incluye el agrupamiento, 
conversión y filtrado y creación de nuevas variables para 
los tipos de dias y variables temporales. Posteriormente 
se desarrollan los diferentes modelos (paso 3), correlacio-
nando los datos seleccionados (variables dependientes 
como día, mes y tipo de día, consumos 24 horas antes 
como datos de entrada y el consumo de energía del día 
y del pico como variables de salida). Para ello se utilizan 
funciones disponibles en el toolbox del Matlab. 

Modelos lineales y no lineales

Los métodos de regresión para pronósticos de consumo 
de energía a corto plazo han sido ampliamente utilizados 
desde hace más de 30 años (Mirowski, Chen, Ho & Yu, 
2014). Debido a que el consumo de energía de la uni-
versidad es función de varias variables, los modelos de 
regresión lineal múltiple (MLR) son más apropiados que 
la regresión lineal simple. 

De esta manera, se puede modelar el consumo de po-
tencia como una combinación lineal de variables relacio-
nadas con el día de la semana, tipo de día, mes, etc. La 
comprensión e interpretación de este modelo es fácil y 
no requiere de un software especializado para su evalua-
ción. Este tipo de modelo matemático provee una formu-
lación global y explícita del comportamiento de la carga.

Aunque el consumo de energía se obtiene con facilidad 
de las lecturas de los metros contadores, su valor es co-
nocido solamente cuando se ha consumido y no antes. 
El conocimiento previo de este consumo solamente es 
posible mediante la predicción a partir de modelos de 
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consumo. La precisión del pronóstico de consumo es 
de gran valor para los sistemas de gestión energética. 
Basado en la literatura consultada, las RNA son una alter-
nativa a los métodos estadísticos clásicos en términos de 
precisión de los resultados pronosticados (Hernández, et 
al., 2014).

Los modelos no lineales basados en RNA para la pre-
dicción han ganado mayor atención desde la segunda 
mitad de los 80 (Hernández, et al., 2014). Su capacidad 
de aprendizaje de la experiencia, capacidad de genera-
lización a nuevos casos y su capacidad para encontrar 
relaciones complejas y no lineales entre variables de en-
trada y salida, mediante un proceso conocido como en-
trenamiento con datos históricos, hacen a las RNA atrac-
tivas para modelos de pronóstico de carga. La diferencia 
fundamental entre los modelos no lineales y lineales es 
que los primeros no requieren una representación mate-
mática clara para representar la dependencia entre di-
ferentes parámetros para resolver un problema, lo cual 
ahorra tiempo; mientras los modelos lineales requieren 
una definición precisa mediante ecuaciones.

Una red neuronal, es un sistema de procesadores para-
lelos conectados entre sí. Varias neuronas conectadas en 
paralelo forman una capa y varias capas conectadas en 
serie forman la red. Esquemáticamente cada uno de sus 
elementos de procesamiento (neuronas) se representan 
como un nodo. Estas conexiones establecen una estruc-
tura jerárquica que tratando de emular la fisiología del 
cerebro busca nuevos modelos de procesamiento para 
solucionar problemas concretos del mundo real. 

Una vez desarrollados los modelos se necesita analizar 
su exactitud. Una medida de la misma se define a menu-
do en términos del error en el ajuste, que es la diferencia 
entre el valor estimado por el modelo y el valor real. Entre 
las medidas de exactitud más utilizadas están: el coefi-
ciente de correlación (R2) y el porcentaje de error absolu-
to medio (MAPE).

El coeficiente de correlación (ecuación 1) se calcula 
como:

 

ecuación 1

Donde:  es el valor estimado por el modelo,  es el 

valor real,  es el valor medio y n es el número de obser-
vaciones de la muestra.

El porcentaje de error absoluto medio es un 
parámetro estadístico que da una idea global de 
la diferencia entre la predicción y el valor real y se 
calcula como se muestra en la ecuación 2:

 

ecuación 2

Adquisición y procesamiento de datos

Comoquiera que el objetivo del trabajo es encontrar un 
modelo para el pronóstico a corto plazo del consumo de 
energía por horario de la tarifa y determinar con 24 h de 
antelación si el consumo del horario pico excederá el 
16% del consumo total del día, de manera que se puedan 
tomar las medidas necesarias para su mitigación, enton-
ces es necesario conocer estos consumos históricos para 
un periodo base y utilizarlos para desarrollar el modelo de 
pronóstico. 

Para desarrollar este modelo, la información se obtuvo de 
la base de datos que contiene lecturas diarias del me-
tro contador para cada horario de la tarifa. Esto permite 
disponer de los datos de consumo diario para el horario 
de madrugada, día y pico. Las variables temporales son 
las correspondientes al mes y al día. De esta manera se 
tienen las siguientes variables:

 • Mes: indica el mes del año con valores de 1 a 12

 • Día: indica el día de la semana desde 1 a 7, siendo 
1 para el domingo y 7 para el sábado

Consumo total y consumo pico: son los consumos de 
energía en kWh para todo el día y durante el pico.

El procesamiento de los datos comienza con un análisis 
de clusterización para determinar si existen datos que se 
puedan agrupar en función del tipo de día o de algún pe-
riodo específico o que sigan un patrón estacional. 

Los grupos se determinan utilizando la técnica de cluste-
rización k-Means y se considera que los datos de consu-
mo diario pueden ser segmentados en dos clústeres de 
datos. El primero de estos dos grandes grupos se corres-
ponde con fines de semana, periodo vacacional, final y 
comienzo del curso académico y otros días de actividad 
reducida, mientras el segundo se corresponde con los 
días de actividad normal. Por esta razón se establece una 
nueva variable, denominada Día-Tipo. A esta variable se 
le asignará valor cero para días de actividad reducida y 
valor uno para días normales. 
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Modelo lineal

Para el caso que interesa en esta investigación, se nece-
sita obtener un modelo para el consumo pico y otro mo-
delo para el consumo total, con el objetivo de estimar la 
estructura de consumo en el horario de máxima demanda. 

Como primer paso, se construyó la matriz de variables 
de entrada o predictores. Esta matriz tiene la siguiente 
estructura: X = [X1 X2 X3 X4 X5 X6].

Cada columna representa una variable considerada en el 
modelo, las cuales son:

 • X1: mes del año con valores de 1 a 12

 • X2: día de la semana, 1 para el domingo y 7 para 
el sábado

 • X3: 0 para día de poca actividad (incluye fines de 
semana, vacaciones, feriados y otros) y 1 para día 
de actividad normal

 • X4: es el tipo de día 24 horas antes del pronóstico

 • X5: es el consumo de energía en el horario pico el 
día antes del pronóstico, en kWh.

 • X6: es el consumo de energía del día antes del pro-
nóstico, en kWh.

Para el caso de las variables de salida, estos son dos 
vectores que contienen los valores del consumo de 
energía en el horario pico Ŷ1 (ecuación 3) y del consumo 
de energía total del día Ŷ2 (ecuación 4). 
Los resultados del ajuste para el modelo de consumo 
pico están dados por la ecuación 3:

ecuación 3 

El coeficiente de correlación R2 ajustado es 0,831 y la raíz del error medio cuadrático es 28,5 kWh.

Para verificar la bondad del ajuste, se grafican en un mismo plano los valores reales del consumo pico y los estimados 
por el modelo. El modelo obtenido sigue con bastante exactitud el perfil de consumo pico real. No obstante, se calcula 
el coeficiente de correlación entre ambas magnitudes (real y estimado) como una medida de exactitud, cuyo valor es 
R2=0,839 calculado según ecuación 1. Para este modelo, el MAPE, calculado por la ecuación 2 es 11,97%.

Para el consumo total, los resultados se ajustan a la expresión:

ecuación 4 

El coeficiente de correlación R2 ajustado, es 0,751 y la raíz del error medio cuadrático es 219 kWh.
De igual manera el valor real y estimado del consumo total del día se corresponden con bastante similitud con coefi-
ciente de correlación R2=0,7618 y el MAPE es de 10,72 %.
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Modelo con RNA

El modelo de red neuronal se desarrolló en ambiente 
Matlab. Los datos contienen 365 muestras correspon-
dientes a cada día del año 2016 tomado como base, de 
los cuales 60% son usados para entrenamiento, 20% para 
validación y 20% para prueba.

Para el diseño de la red se adopta una configuración de 
dos capas ocultas y una capa de salida. La arquitectura 
es 10 neuronas en la primera capa, 10 en la segunda y 2 
en la tercera. 

El valor de R2 que se obtiene con esta red durante el en-
trenamiento es de 0,939. Este valor estadístico nos indica 
la capacidad de generalización de la red y es el coefi-
ciente de correlación entre los valores del consumo pico 
y total resultantes del modelo y los valores de consumo 
pico y total medidos. Este coeficiente de correlación sig-
nifica la fidelidad para reproducir el comportamiento de 
un objeto o proceso simulado.

El MAPE para los modelos con RNA, calculado según la 
ecuación (2) para el consumo pico es de 10,32% y para 
el consumo total es de 8,033%.

Comparación entre modelos

Los tipos de modelos obtenidos se comparan conside-
rando el valor del porcentaje de error absoluto medio 
(MAPE), siendo el modelo no lineal el que tiene un mejor 
comportamiento de acuerdo a este parámetro.

Para una mejor comparación de los modelos desde el 
punto de vista cuantitativo, se define el porcentaje de me-
jora en (Hao, Dipti, & Abbas, 2014).

Este porcentaje de mejora se denomina λ y se determina 
mediante la ecuación 5 como:

 

ecuación 5

Donde: MAPEML es el porcentaje de error absoluto medio 
del modelo lineal y MAPERNA es el porcentaje de error ab-
soluto medio del modelo neuronal a comparar.

El porcentaje de mejora del modelo neuronal con relación 
al modelo lineal, para el pronóstico del consumo pico 
y para el pronóstico del consumo total es de λcons-pico = 
13,78% y λcons-total = 25,07%, respectivamente. 

CONCLUSIONES

En la Universidad de Cienfuegos existe un sistema de 
gestión establecido, pero no contempla la predicción del 
consumo en el horario pico y, por lo tanto, carece de las 
herramientas para tomar las medidas necesarias de ma-
nera anticipada que eviten sobreconsumos en este hora-
rio y excesos en la estructura de consumo del pico.

La literatura consultada refiere que existen diversos mo-
delos de pronóstico en función de las variables a pronos-
ticar y el periodo de tiempo que abarca el pronóstico. Sin 
embargo, son escasos los reportes referidos al pronósti-
co energético en instituciones de educación superior o 
campus universitarios. La tendencia actual es a emplear 
modelos no lineales basados en RNA, fundamentalmente.

Los métodos de regresión para pronósticos de consumo 
de energía a corto plazo, han sido ampliamente utilizados, 
por ser más sencillos y definir una expresión matemática 
que puede ser evaluada fácilmente sin softwares espe-
cializados. Sin embargo, los modelos basados en RNA 
(modelos no lineales) para la predicción han ganado 
mayor atención debido a su capacidad de aprendizaje, 
capacidad de generalización y su capacidad para en-
contrar relaciones complejas y no lineales entre variables 
de entrada y salida.

Para el procesamiento de los datos se consideró una nue-
va variable que caracteriza la actividad del día, como re-
sultado de aplicar el algoritmo de clusterización k-Means 
para el agrupamiento. Los tipos de días clasificados son: 
días de poca actividad (incluyen viernes, sábado y do-
mingo, días feriados y periodo de vacaciones) y días de 
actividad normal.

Se desarrollaron modelos de regresión lineal múltiple 
para el consumo pico y para el consumo total del día, que 
correlacionan variables temporales y de consumo ener-
gético del día previo al pronóstico con el consumo pico y 
total. El porcentaje de error absoluto medio (MAPE) para 
ambos modelos es 11,97% y 10,72% respectivamente. 

Se desarrolló una red neuronal de tres capas y arquitectura 
10-10-2. El porcentaje de error absoluto medio (MAPE) de 
este modelo para el año 2016 es de 10,32% y 8,033% para 
el consumo pico y para el consumo total respectivamente. 
El modelo neuronal supera al lineal en un 13,78% para el 
consumo pico y en un 25,07% para el consumo total.

El modelo de pronóstico obtenido puede ser incorporado 
como una herramienta al sistema de gestión energética 
de la universidad, ya que permite estimar con 24 horas de 
anticipación el consumo de energía del día y del horario 
de máxima demanda y por lo tanto, estimar la estructu-
ra de consumo del pico y tomar las medidas necesarias 
para evitar su exceso.
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